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1 Uvod

EM algoritmus je zastupcem algoritmu feSicich tlohu uceni bez ucitele. Na
vstup je mu ddna mnozina pozorovani a vystupem jsou parametry statistic-
kého modelu, z néhoz byla pozorovani vygenerovana. Cilem tohoto cviceni
je naprogramovat si EM algoritmus pro odhad parametrii smési normalnich
rozdéleni. Cviceni navazuje volné na cviceni o algoritmu k-means.

2 Formulace tulohy

Mgjme ddnu mnozinu pozorovani X = {x1,...,z,}. Déle vime, Ze tato po-
zorovani byla ziskana ndhodnym nezavislym vybérem z pravdépodobnosti
p(z,0). Zname tedy typ rozdéleni, ale nezname jeho parametry 6. Cilem algo-
ritmu je na zakladé pozorovani X nalézt nejvérohodnéjsi hodnoty parametri

6.

2.1 Smés normalnich rozdéleni
V nasem konkrétnim ptipadé bude mit pravdépodobnost p(z, ) tvar smési
normalnich rozdéleni

k

p(x,0) = P(e)p(|pe; o), (1)

c=1



kde p(x|pe, 0c) je normalni rozdéleni se stfedni hodnotou p. a smérodatnou
odchylkou o.. Smés je tedy linearni kombinaci k£ norméalnich rozdéleni s ko-
eficienty P(c). Ptiklad takové smési pro k = 2 ukazuje nésledujici obrazek.

Hledané parametry v pripadé smési normalnich rozdéleni jsou tedy
0 ={P(c), tte,00;c=1,...,k}. (2)

Parametry jedné slozky smeési budeme dale znacit 6.

3 Expectation-Maximization algoritmus

V dalsim textu budeme pouzivat oznaceni t7ida jako identifikator norméalniho
rozdéleni ve smési, ze které bylo pozorovani vygenerovano.

Stejné jako algoritmus k-means i EM algoritmus je iterativni algoritmus,
ktery stiidavé provadi dva kroky: uceni a rozpoznavani (klasifikaci).
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3.1 Rozpoznavani

V algoritmu k-means probihalo rozpoznavani tak, ze se urcila pfimo pfislus-
nost daného pozorovani x; ke shluku (t¥id€), y;. Namisto ptimé klasifikace
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pozorovani do tfid poc¢itda EM algoritmus aposteriorni pravdépodobnosti pii-
slusnosti ke tridé

POl
iy P(e)p(ailo

Tedy pravdépodobnost klasifikace pozorovani x; do tiidy c. Namisto pravdé-
podobnosti p(c|z;) budeme pouzivat oznaceni a(i, ¢), protoze v jednotlivych
iteracich nebudeme mit pfimo aposteriorni pravdépodobnost, ale jen jeji pfi-
bliznou hodnotu spoctenou z odhadt apriornich pravdépodobnosti P(c) a
hustot pravdépodobnosti p(z|c) ve kterych je skuteénd hodnota parametri
0. nahrazena opét jen jejich odhadem.

(3)

p(c|z;) ~ a(i,c)

3.2 Udcdeni

Parametry € hledda EM algoritmus metodou maximéalni vérohodnosti. Odvo-
zeni provedeme jako bychom méli pfimo k dispozici klasifikaci pozorovani
x; do tfidy y; a teprve pak se podivame, jak pouzit redlné hodnoty (i, c),
které vraci rozpoznavani. Vérohodnost mizeme diky nezavislosti pozorovani
a znalosti tvaru rozdéleni rozepsat na

n n

1(6) = P(X|6) = [ [ p(xi,0) = [ ] Plyi)p(ail6y,)- (4)

i=1 =1

Oznac¢me si L(#) logaritmus vérohodnosti funkce [(6)

L(0) = log P(y;) + Y _logp(x;l6,,). (5)
i=1 i=1
Definujeme-li si funkci a jako

ai={ 3 H7e ©)

miizeme logaritmus vérohodnosti prepsat do tvaru

n k

LO) =) ali,0)log Plc) + Y > ali,c)log p(wilf). (7)

i=1 c=1 =1 c=1



Nejlepsi odhad apriornich pravdépodobnosti maximalizujici L(6) je (zde-
rivujeme L(#) podle P(c) a polozime rovno nule)

im0l _ 2imolho) g (8)

- Z§:1 > iz aliyc) n

a hledani maximalné vérohodnych parametrii se rozpada na k nezavislych
uloh

P(c)

0r = argmaxz a(i,c)logp(x;,0.), c=1,... k. 9)

L

Vsimnéte si, ze optimaliza¢ni tloha @D je definovana nejenom pro 0/1
funkci (i, c), ale i pro jakdkoliv realnd cisla af(i,c) € (0,1) takova, ze
Zle a(i,c)=1proi=1,...,n. Tedy i pro a(i, c) ziskana béhem uceni.

Vysledny algoritmus lze vyjadrit nasledujicim diagramem
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3.3 EM algoritmus pro smés normalnich rozdéleni

Optimaliza¢ni uloha @ nema jedno obecné platné feseni. Jeji vyreseni za-
visi na konkrétnim zadéani tilohy, na konkrétnich hustotach pravdépodobnosti
p(z|c), ze kterych se smés sklad4. V piipadé smési normélnich rozdéleni lze
vyjadrit feseni ulohy @ analyticky

_ Z?zl a(i’ C)xi
S > ST o
o2 — 2 i1 O‘E}a o) (@i — pe) ' (11)
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3.4 Inicializace a ukondeni

Podobné jako v algoritmu k-means provadime inicializaci parametri na-
hodné. Vhodn4 inicializace se casto ziskava diky castecné znalosti ulohy, ¢i
lze pouzit nejakou vhodnou heuristiku.

EM algoritmus nezarucuje nalezeni globalniho maxima vérohod-
nostni funkce L(#)! Nalezené parametry zavisi na startovacim bodu algo-
ritmu. Prakticky se tento problém fesi spusténim EM algoritmu z vice na-
hodné generovanych bodi a vybérem feseni s kone¢nou nejveétsi vérohodnosti.

EM algorimus naopak zaru¢uje monoténnost konvergence v L(6) (k
lokdlnimu optimu). V kazdé iteraci algoritmu se tedy najde model s vétsi
veérohodnosti, nez v iteraci predchozi. Tedy

LOW) < L(6®) < ... < L(#Y) (12)
Jako ukoncovaci podminka se ¢asto voli
LOW) — L) < ¢, (13)

kde ¢ je dostatecné malé nezaporné cislo.

4 Zadani ulohy

1. Seznamte se z demonstracnim programem demo_emgmm ze Statistical
Pattern Recognition Toolboxu. Tento program demonstruje pouziti EM
algoritmu pro odhad parametrt smési dvourozmérnych normaéalnich roz-
déleni.

2. Implementujte EM algoritmus pro smés jednorozmérnych normalnich
rozdéleni a ovérite jeho ¢innost na synteticky generovanych datech. Pro
generovani dat pouzijte funkci gmmsamp. Pro vizualizaci vysledku pou-
zijte funkci pgmm. Funkce jsou opatfeny jednoduchymi piiklady pouziti.

3. Vykreslete vérohodnostni funkci L(6).
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